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Resumen. En este trabajo se abordara el procesamiento de datos meteoroldgicos
provenientes de agro sensores situados en la provincia de San Juan, Argentina.
Se analizard el impacto de diferentes variables meteorologicas en la ocurrencia,
intensidad y duracion de las heladas. El objetivo que se persigue es predecir si en
un dia determinado ocurrird una helada, que tan intensa serd y cudl serd su
duracion para poder alertar al productor agropecuario acerca de este fendémeno, a
fin de activar los mecanismos de mitigacion correspondientes. Se comienza el
escrito haciendo una pequefia introduccion y destacando el contexto desde donde
surge la presente propuesta, a continuacion se describen brevemente los datos,
qué enfoque se utilizd para agruparlos, los desafios encontrados, y
posteriormente se presentara un analisis exploratorio para determinar la relacion
entre las diferentes variables y su impacto en las heladas. Finalmente se aplicaran
distintos modelos de aprendizaje de maquina, trabajando las predicciones
mediante clasificadores y regresores para poder llegar a anticipar la ocurrencia y
las caracteristicas de la helada.

Keywords: Machine Learning, Random Forest, Agricultura Inteligente.

1 Introduccion y contexto

La presente propuesta surge en el marco de trabajo compuesto por los proyectos de
investigacion llevados adelante en el ambito del Departamento e Instituto de
Informatica de la Facultad de Ciencias Exactas Fisicas y Naturales DI-Idel-FCEFN y
en el Instituto de Automatica de la Facultad de Ingenieria INAUT-FI de la Universidad
Nacional de San Juan UNSJ.

Uno de los proyectos involucrados “Evaluacion de visualizaciones eficientes en Cien-
cia de Datos” comienza su tercer ano de ejecucion en el ambito del Laboratorio de
Sistemas Inteligentes para Extraccion de Conocimiento en Datos Masivos DI-Idel-
FCEFyN vinculando sinérgicamente el accionar de docentes investigadores y alumnos
pertenecientes a las carreras de la Licenciatura en Sistemas de Informacion LSI y Li-
cenciatura en Ciencias de la Computacion LCC y cuenta con el aval y subsidio del
Consejo de Investigaciones Cientificas y Técnicas y de Creacion Artistica CICITCA-
UNSJ. La propuesta cuenta con antecedentes logrados en el tema conforme a sucesivos
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proyectos aprobados y subsidiados por el ente mencionado en los que el grupo,
conformado por docentes responsables de diferentes asignaturas que dan soporte al area
de la Ciencia de Datos (Data Science-DS), viene trabajando desde el afio 2010. Asi
mismo el proyecto llevado adelante en el &mbito del INAUT-FI y con el cual se han
desarrollado tareas conjuntas es el PIO84 “Telemetria Agricola” y desde su interaccion
con el medio agroproductivo sanjuanino se han obtenido y se estan procesando datos
de estaciones meteorologicas de la provincia correspondientes a la estacion INTA
Pocito y a la del establecimiento privado San Francisco en el departamento Sarmiento
distantes ambos 37Km. Estos datos son representados como series temporales y sobre
este tipo de datos se trabaja en la presente propuesta.

Concretamente una de las problematicas asociadas con el clima tiene que ver con la
prediccion de heladas y particularmente las heladas tardias en meses de octubre y
noviembre, que afectan a los cultivos en plena floracion llegando a ocasionar pérdidas
totales. Poder predecir esta condicion climatica y con ello alertar al productor a efectos
de que se tomen las medidas de mitigacion y asi atenuar o evitar pérdidas, es un aporte
relevante en que esta trabajando el grupo de investigacion.

En el caso de la prediccion de heladas es importante destacar el momento en que se
producird y la duracion e intensidad de la misma a efectos de ajustar adecuadamente
las diferentes instancias de mitigacion.

Los datos que se disponen son los referidos entre otros a: Temperatura, Humedad,
Velocidad del viento, Radiacion Solar, Punto de Rocio, desde el afio 2013 al 2019 que
las estaciones meteoroldgicas capturan cada 10 minutos.

Atento a que hay cultivos que no son factibles de producir en invernaderos, la
problematica esencialmente apunta a tratar de lograr buenos modelos de prediccion de
intensidad y duracion del fenomeno de la helada, objetivo de este trabajo. Respecto al
momento en el cual estimativamente se producira la helada se realiza conforme lo
publicado en [1], como para que el productor active los elementos de mitigacion
correspondiente (riego, calentadores etc...) y atenuar asi, los posibles dafios en los
cultivos [2]. Para ello la bondad del modelo debe ser tal que los Falsos Positivos
(prediccion de heladas que no se producen) o Falsos Negativos (predecir que no habra
heladas cuando en realidad se producen) se reduzcan cuanto sea posible. El saber la
intensidad y duracion de la helada tiene que ver finalmente, con que el productor
administre adecuadamente los recursos asociados a las instancias de mitigacion como
depositos de agua o combustible.

2 Caracteristicas de los datos

2.1 Procedencia de los datos

Los datos provienen de agro sensores ubicados en el establecimiento privado San
Francisco, departamento de Sarmiento, en la provincia de San Juan, Argentina, desde
el 11 de abril de 2013 hasta el 21 de marzo de 2019.
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2.2 Atributos

Los datos son captados cada diez minutos y contienen las siguientes variables: Fecha,
Hora, Temp. Ext., Temp. Max., Temp. Min., Hum. Ext.,Pto. Rocio, Vel. Viento, Dir.
Viento, Rec. Viento, Vel. Max.,Dir. Max., Sens. Term., Ind. Calor, Indice THW , Indice
THSW, Bar , Lluvia, Int. Lluvia, Rad. Solar, Energia Solar, Max. Rad. Solar , Grad.D.
Calor, Grad.D. Frio, Temp. Int., Hum. Int., Rocio Int., In.Cal. Int., ET , Muest Viento,
Tx Viento, Recep. ISS . Estas hacen referencia a fecha y hora, temperatura, humedad,
punto de rocio, radiacion solar, lluvia, direccion del viento, velocidad del viento, entre
otros. Posteriormente se profundizara en las diferentes columnas del dataset.

2.3 Tamaiio

El conjunto de datos tiene un total de 299671 registros y 42 columnas.

24 Datos faltantes

Se observaron datos faltantes en las siguientes variables: direccion del viento y
direccion de viento maxima, debiendo destacar que las mismas se obtienen de la
direccion dominante en los ultimos 30 minutos de los atributos velocidad de viento y
velocidad maxima de viento respectivamente, de todas maneras por ser variables de
tipo categorico fueron filtradas atendiendo al procesamiento de los datos de tipo
numérico a modelar; ;para indice THSW (una forma de medir la sensacion térmica) y
el punto de rocio, atn siendo variables numéricas no se tuvieron en cuenta para el
modelo.

Por otro lado, se pudo obtener que hay periodos donde no se captaron datos. Se
encontraron siete “huecos”, de una duracion promedio de 12 dias y 16 horas.
Posteriormente, se profundizara en como se abordo este problema.

3 Preprocesamiento de los datos

3.1 Seleccion de variables relevantes

Los datos captados contienen informacion redundante para los objetivos de este trabajo,
la cual se elimind a fin de lograr modelos de prediccion mas eficientes. Por ejemplo, se
registra la temperatura exterior ademas, la maxima y minima producida en el intervalo
de 10 minutos, obteniendo tres mediciones, que en la mayoria de los casos son iguales.
Algo similar sucede con otras variables como la humedad. Las mediciones redundantes
para estas variables fueron eliminadas, seleccionando una inica medicion para las
mismas.

Se realizd un andlisis de correlacion para determinar cuales variables son
redundantes conforme su alto grado de dependencia y de las cuales se puede prescindir.
Todas las variables con un indice de correlacion mayor a 0.9 fueron eliminadas. Como
una alternativa de rapida visualizacion de interdependencia entre variables, la Figl
presenta una matriz de calor con rojo intenso especificando una correlacion de 1 entre
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variables, en este caso, cuando una variable crece la otra lo hace en la misma
proporcion. En tanto en color azul intenso cuando permite representar cuando la
correlacion es inversa -1 de modo que ante un aumento en una variable la otra decrece
en la misma proporcion.

e ou“ow a2 a2 om

041 o4 1] 016 006 003 013 013
CBNTERTEN 013 006 005 000 009

038 040 037 003 001 000 018 018

Rec Viento | 041 041 007 040 037

Sens. Term 022 014 000
Ind. Calor 021 014 000
Indice THW 021 014 000

Bar 000 016 013 001 003 002 000

Uma 002 008 006 001 001 002 002 002 201 001 000
IntUusva 002 003 Q05 000 000 002 Q02 002
Rad Solar Q17 013 000 018 018 017 017 Q17 Q04 004 000 B
EnergaSolar 017 013 009 018 018 017 017 017
Grad D, Color oo B2 n:n
GradD Fro 033 034 013 033 033 033 032 032

ET 022 027 000 020 020 022 021 021 003 001 001

MuestViento 014 006 010 006 006 014 014 014 002 001 001

Recep ISS 000 000 000 000 000 000 000 000 000 000 000

Energia Solar
Recep. 1SS

Fig. 1. Matriz de calor de la correlacion entre las distintas variables del conjunto de datos,
indicando el valor de esta correlacion.

3.2  Abordaje de datos faltantes

Como se menciond en la seccion 1.4 existieron tanto registros faltantes para algunas
variables, asi como también periodos en los que no se capturaron datos producto de
fallas en los equipos sensores de registracion. Para estos casos, se empled una
interpolacion lineal hacia adelante para obtener estos valores.

Para ejemplificar esta interpolacion, se muestra en la figura 2 el hueco en la serie
temporal correspondiente a la temperatura mas grande de todo el conjunto de datos. En
la figura 3, se muestra la grafica correspondiente a los datos posteriormente a realizar
la interpolacion. Se puede observar que claramente hay una pérdida de informacion, sin
embargo, esto ocurrié en un periodo de tiempo que no consideramos relevante, dado
que no se ubica en épocas en las que se pueda producir una helada. Por lo tanto, estos
datos interpolados no se utilizardn como entrada de los modelos predictivos que se
plantean posteriormente en este trabajo.

Puede parecer innecesario realizar la interpolacion de datos dentro de un periodo de
tiempo que no sera considerado, sin embargo es necesario dado que la interpolacion es
uno de los primeros pasos del preprocesamiento que se realiza [7], luego de haber
filtrado las columnas. Esto se hace para facilitar el procesamiento posterior de la
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informacion, ya que las librerias utilizadas para el abordaje de series temporales asumen
que las muestras se encuetran en periodos igualmente espaciados de tiempo.

3.3 Abordaje del desbalance en los datos

Dado que el objetivo de este trabajo es abordar los casos en donde suceda helada, nos
encontramos con el problema del desbalance de datos. Del total de 299671 registros,
tan s6lo 13069 corresponden a periodos de helada, es decir, poco mas del 4%. Para
abordar este problema se consideraron unicamente los periodos en los que ocurren
heladas.

Realizando este filtrado de los datos, resultan un total de 66342 registros, de los
cuales 12475 corresponden a heladas. Si bien las heladas ahora suponen un 18% de los
registros, aln persiste cierto desbalance entre las dos categorias a predecir. Sin
embargo, en trabajos realizados anteriormente [2] se observd que distintas técnicas de
sobremuestreo no suponen una mejora significativa en los modelos para este conjunto
de datos.

40
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Fig. 2. Grafica correspondiente a los registros de temperatura entre Septiembre de 2017 y Abril
de 2018, antes de realizar la interpolacion de los datos.
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Fig. 3. Grafica correspondiente a los registros de temperatura entre Septiembre de 2017 y Abril
de 2018, luego de realizar la interpolacion de los datos.
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Table 1. Fechas de primera y tltima helada por afio

Ano Primera helada Ultima helada
2013 2013-05-15 2013-09-29
2014 2014-05-18 2014-09-12
2015 2015-05-03 2015-09-17
2016 2016-04-26 2016-10-21
2017 2017-05-20 2017-10-13
2018 2018-05-20 2018-10-02

4 Procesamiento de los datos

4.1 Procesamiento en trabajos anteriores

En trabajos anteriores, para predecir la ocurrencia de heladas se utilizaron ventanas
temporales de 3 horas, lo que significa que el modelo toma como entrada los 18
registros anteriores - 3 horas multiplicadas por un registro cada 10 minutos- y en base
a eso predecira si ocurrira o no helada en un horizonte de 3 horas hacia delante[1].
tiempo en cual el productor puede tomar medidas de mitigacion correspondiente.

Para este trabajo, donde ademads de la ocurrencia de la helada también se quiere
determinar su duracién y su intensidad, se utilizé un enfoque distinto en el abordaje
previo del procesamiento de los datos [3].

4.2  Agrupacion de los datos

Los datos fueron procesados de la siguiente forma:

Se agruparon los datos en “dias 16gicos”. Un dia 16gico inicia a las 10 AM de un dia
real y termina a las 9:59 AM del dia real siguiente. Luego, se separd este conjunto de
datos agrupados, en dos conjuntos distintos.

Un primer conjunto con los datos en horarios en los que no ocurren heladas, que son
de 10 a 19:59, el cual posee el promedio para las distintas variables meteorologicas
durante esas horas [3]. Estos son los datos que el modelo utilizara como entrada.

El segundo conjunto, con los datos en horarios en los que ocurren heladas, es decir,
entre las 20 y las 9:59, que contendra la temperatura minima en ese rango de tiempo, la
intensidad de la helada y la duracion de la helada. Estos valores son los que el modelo
intentara predecir.

Se utilizaron las temperaturas medias para los horarios de dia con el objetivo de
lograr un sistema que, basado en la media de las variables meteorologicas de un
determinado dia, llegada las 19:00 hs, sea capaz de predecir si ocurrird una helada, que
tan intensa serd y que duracion tendra. Por otro lado, la razén por la que se tomo la
temperatura minima para los horarios de helada, es dado que el valor minimo para dicha
variable en ese periodo de tiempo determinara si ocurrird helada y que intensidad tendra

[8].
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En cuanto a la intensidad de la helada, 1a misma esta dada por la temperatura minima
que alcanza la helada. La duracion, por otro lado, se obtuvo contando la cantidad de
registros entre la primera y la ultima temperatura bajo cero en ese rango de tiempo y
atento a que los datos se registran cada 10 minutos, se multiplico por diez para obtener
la duracion.

Si bien existen casos en los que la temperatura cae por debajo de los cero grados y
luego sube nuevamente, se considerd oportuno despreciar estos casos, debido a que en
su mayoria lo que sucedia era que la temperatura subia unas pocas décimas por arriba
de cero durante una escasa cantidad de registros y luego bajaba nuevamente. Desde el
punto de vista del agricultor, carece de sentido practico detener por completo todos los
mecanismos de mitigacion ante estos casos.

La Fig.4 presenta la cantidad de registros con heladas por hora a lo largo de los afios
relevados. Asi a la Ohs durante esos afios, algo mas de 500 fueron los registros con
heladas, en tanto a las 7hs, superaron los 1.750. Se aprecia también que no se
contabilizaron registros con heladas entre las 11hs y las 18hs.

lemp. Ext

hora_dia

Fig. 4. Cantidad de registros de heladas por hora

4.3  Modelos utilizados

Para la prediccion se utilizaron tanto modelos regresores como clasificadores. Dado
que los modelos clasificadores requieren de la existencia de clases o etiquetas no
continuas o discretas[4], en las cuales se enmarcaran los resultados, nace la necesidad
de crear distintas clases considerando los objetivos de predecir ocurrencia, intensidad
y duracion de la helada. Por otro lado, los modelos regresores arrojaran un resultado
numérico acerca de cudnto durard la helada, que temperatura minima alcanzara,
determinando asi la ocurrencia o no, asi como también su intensidad. Los algoritmos
de los modelos utilizados en conjunto con sus hiperparametros seran descriptos en
secciones posteriores.

Temperaturas: ocurrencia de helada.

Para la clasificacion respecto a la ocurrencia de helada, es claro que existen dos clases
posibles: ocurre helada o no ocurre helada. Para esto se utilizaran dos clases discretas
(Verdadero, Falso) como se muestra en la Tabla 2 para la salida.
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Se observd que a partir de esta clasificacion, ambas clases se encuentran balanceadas,
donde los datos correspondientes a registros de heladas representan un 43% del total.

Table 2. Clasificacion de helada y cantidad de registros para cada clase

Clase Valores de temperatura Frecuencia
Verdadero | <0 383
Falso 20 480

Duracion de las heladas.

. Similarmente a lo que ocurre con las temperaturas, para las estrategias mediante
clasificadores es necesaria la existencia de clases. Considerando las necesidades del
productor agropecuario que le interesara saber que tan extensa sera la helada, surge una
clasificacion en tres tipos: breve, media y extensa, y a su vez para aquellos registros
que no corresponden a helada, se determina clase nula, que significara duracion 0. El
criterio que se utilizé para establecer la cantidad de etiquetas asociadas al clasificador
de la duracion, fue que cada uno de estos grupos mencionados contengan
aproximadamente la misma cantidad de registros, con la finalidad de que el conjunto
de datos se encuentre balanceado y asi también poder establecer valores numéricos
limite que impliquen qué duracion corresponde a qué clase, especificado en la tabla 3.
Para lograr esto se analiz6 la distribucion de las duraciones de las heladas, la cual se
evidencia en la figura 5.

Table 3. Clasificacion de duracion con valores expresados en minutos.

Clase Desde Hasta Frecuencia
BREVE 10 209 130
MEDIA 210 449 117
EXTENSA | 450 840 (max.) 116

200 400 €00 800
duracion

Fig. 5. Distribucion de la duracion de las heladas.
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Intensidad de las heladas.

Continuando lo mencionado para la clasificacion de la duracion de las heladas, surge la
clasificacion para la intensidad de la helada, considerando esta vez las temperaturas
minimas alcanzadas. Atendiendo tanto a la necesidad de los modelos clasificadores de
un conjunto finito de etiquetas dentro las cuales proyectar sus resultados, como a la
necesidad del productor agropecuario de establecer distintos niveles de intensidad para
la helada, se proponen las siguientes clases: baja, media y alta, evidenciadas en la tabla
4, y como sucedia para la duracion, aquellos registros en los que no hubiera helada,
también se utilizara la clase nula, en este caso indicando que la temperatura fue mayor
a cero. Como sucedia anteriormente, para esto se analizé la distribucion de las
temperaturas para aquellos registros en los que se presentara helada, y a partir de esto
se determinaron las cotas que enmarcan en qué clase de intensidad corresponde una
helada, esta distribucion se muestra en la figura 6.

Table 4. Clasificacion de la intensidad de heladas, con valores expresados en grados celcius.

Clase Desde Hasta Frecuencia
BAJA -0.1 -1.4 119
MEDIA -1.5 -3.4 123
ALTA -3.5 -9.4 (min.) 121

Fig. 6. Distribucion de las temperaturas para los registros correspondientes a heladas.

5 Modelos predictivos

5.1  Separacion de datos de entrenamiento y pruebas

Se utilizaron los datos correspondientes a los afios 2013 al 2016 para entrenar los
modelos y los datos de 2017 y 2018 para probarlos.

Los datos para entrenamiento suponen un total de 576 registros, mientras que los
datos de prueba un total de 279. Esto implica que un 67% de los datos se utilizaran para
entrenamiento y un 33% para pruebas.
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5.2 Modelos e hiper parametros

Tal como se mencion6 anteriormente, se abordaron las predicciones como problemas
de regresion y de clasificacion. En ambos casos se utilizd como algoritmo de
modelacion Random Forest, dada su buena expresividad y performance mostrada en
trabajos anteriores [2] y también porque es un modelo relativamente simple si es
comparado con, por ejemplo, redes neuronales recurrentes de tipo LSTM, y dada la
baja cantidad de datos luego de haber realizado el preprocesamiento, se prefiere utilizar
un algoritmo de las caracteristicas de Random Forest para evitar un sobreajuste [6].

}

9y &)\ A

DECISION TREE-1 DECISION TREE-1 DECISION TREE-1

RESULT-1 RESULT-2 RESULT-N

|—>| MAJORITY VOTING / AVERAGING | 4—|

FINAL RESULT

Fig. 7. Esquema de funcionamiento de la estrategia Random Forest [12].

Los hiper parametros utilizados fueron:
e Numero de arboles: 1.000.
e  Criterio: gini para los problemas de clasificacion y error cuadrético para los
problemas de regresion.
e Cantidad minima de hojas: 2.

5.3 Resultados de los modelos

Prediccion de temperaturas y ocurrencia de heladas.

El modelo arroj6 un R* de 0.60 y un error medio cuadratico de 9.63.

Clasificando los resultados en “helada” y “no helada”, segtin si la temperatura predicha
€s menor 0 mayor a cero, respectivamente.

Como se puede apreciar en la tabla 5, observando particularmente el valor obtenido
para exhaustividad, que nos permite ver cudl es el comportamiento de los modelos
respecto a los falsos negativos, que es de nuestro maximo interés reducir, es claro que
el modelo hace un muy buen trabajo.
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Table 5. Métricas para el modelo de regresion a través de random forest, clasificando las
temperaturas obtenidas.

Clase Precision Exhaustividad (recall) F1 Score Exactitud
No helada 0.84 0.80 0.82 0.80
Helada 0.76 0.79 0.77
Table 6. Métricas para el modelo de clasificacion a través de random forest.
Clase Precision Exhaustividad (recall) F1 Score Exactitud
No helada 0.82 0.83 0.83 0.81
Helada 0.80 0.79 0.79

Se puede observar de las tablas 5 y 6 que los resultados son practicamente idénticos,
usando regresion y clasificacion.

Prediccion de intensidad de heladas
. Haciendo una clasificacion en base a la intensidad de las temperaturas obtenidas por
el algoritmo de Random Forest regresor, se obtuvieron las siguientes métricas
observadas en la tabla 7.

Table 7. Métricas para la prediccion de temperaturas por regresor Random Forest, clasificadas
en base a la intensidad.

Clase Precision Exhaustividad (recall) F1 Score Exactitud
NULA 0.84 0.80 0.82 0.60
BAJA 0.34 0.28 0.31

MEDIA 0.36 0.21 0.27

ALTA 0.27 0.83 0.41

Se puede ver que, la determinacion en clases tiene margen de mejora atento a que
la exactitud del modelo no es suficientemente buena,. Sin embargo, se aprecia que la
exhaustividad es elevada para las heladas de alta intensidad, lo cual es positivo a la hora
de identificar heladas graves con anticipacion.
Por otro lado, las métricas obtenidas por Random Forest clasificador se encuentran en

la tabla 8.

Table 8. Métricas para la prediccion de temperaturas por clasificador Random Forest.

Clase Precision Exhaustividad (recall) F1 Score Exactitud
NULA 0.87 0.78 0.82 0.66
BAJA 0.08 0.18 0.11

MEDIA 0.27 0.26 0.26

ALTA 0.71 0.70 0.71
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En este caso, se observa que la exactitud del modelo sube, y existe una notable
variabilidad en las distintas métricas para cada clase respecto al modelo regresor.

Prediccion de duracion de heladas.
Utilizando un algoritmo de Random Forest regresor, este arrojo un R de 0.16 y un error
medio absoluto de 116 minutos. Los resultados de la clasificacion de los valores
obtenidos se encuentran en la tabla 9.

Table 9. Métricas obtenidas para la prediccion de la duracion por regresor Random Forest.

Clase Precision Exhaustividad (recall) F1 Score Exactitud
NULA 0.07 1.00 0.12 0.27
BREVE 0.75 0.16 0.26

MEDIA 0.44 0.27 0.33

EXTENSA 0.46 0.65 0.54

Por otro lado, utilizando un Random Forest clasificador se obtuvieron las métricas
presentes en la tabla 10.

Table 10. Métricas obtenidas para la prediccion de la duracion por clasificador Random Forest.

Clase Precision Exhaustividad (recall) F1 Score Exactitud
NULA 0.86 0.77 0.81 0.63
BREVE 0.08 0.23 0.12

MEDIA 0.33 0.30 0.31

EXTENSA 0.86 0.77 0.81

Como se puede observar de las tablas 9 y 10, abordando la prediccion de la duracion
como un problema de clasificacion, la exactitud del modelo mejora notablemente. Y en
ambos modelos se mantuvo la tendencia de que mientras mas extensa es la helada,
mejor es la prediccion. Esto puede deberse a que para el caso de las heladas breves, se
deban a heladas de intensidad baja y de corta duracion, las cuales se clasificaron
errdbneamente como nulas.

Tanto a nivel intensidad como de duracion se destaca el buen rendimiento del modelo.
Esto se debe a que la dindmica de los sistemas térmicos ante una helada intensa su
posterior retorno a temperatura sobre 0 grados requiere de un mayor tiempo de
duracion.

5.4 Combinacion de modelos

Tal como se menciond en secciones anteriores, en trabajos previos se utilizd un
esquema de ventanas de tiempo, para poder predecir la hora en la que sucedera la
helada. Por otra parte, el modelo de este trabajo permite indicar si ocurrirard una helada
y que caracteristicas tendra, pero no determina la hora a la que ocurrira, lo cual es algo
necesario para el agro productor a fin de establecer los mecanismos de mitigacion en el
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horario correspondiente a la helada, ya que considerando unicamente el modelo que
predice que puede ocurrir una helada en un rango de 14hs, estos mecanismos deberian
estar activos durante todo este rango de tiempo, lo cual no es eficiente. Es por esto que
se propone complementar el modelo presentado en el trabajo actual con el modelo
presentado en trabajos anteriores [2]. De esta forma se tienen las ventajas del modelo
actual, donde la exhaustividad es mas alta, esto es, posee una menor cantidad de falsos
negativos, a la vez que se puede obtener el horario especifico en el que ocurrira la
helada. La Fig. 8 muestra la aplicacion conjunta de ambos modelos.
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Fig. 8. Implementacién de modelos predictores de heladas

6 Conclusiones y trabajos a futuro

En este trabajo se presentd un método de procesar los datos para poder realizar un
analisis predictivo acerca de la ocurrencia, intensidad y duracion del fenémeno
climatico de la helada.

Para esto se mostro el formato de los datos, la cantidad y su distribucion. Asi mismo,
se filtraron las columnas redundantes mediante un analisis de correlacion, se realizd
una interpolacion de los datos faltantes y se abordé el problema del desbalance del
conjunto de datos original considerando inicamente los periodos de helada.
Posteriormente se propuso y se llevo a cabo un enfoque de procesamiento de datos que
consistio en agrupar los mismos por dia, con promedio de las diferentes variables
meteorologicas durante las horas en las que no ocurren helada y la temperatura minima
registrada para las horas en las que ocurren heladas, asi como también la duracién, en
caso de ocurrir.

También se realizé un andlisis sobre los datos ya procesados, para conocer la
distribucion de las variables que los modelos intentaran predecir y determinar clases
asociadas.

Finalmente, se entrenaron modelos de Random Forest, abordando la prediccion tanto
como clasificacion, como regresion, para determinar la ocurrencia, intensidad y
duracion de la helada. Se obtuvo que el modelo tiene una performance aceptable
determinando la ocurrencia de heladas en ambos modelos, los cuales arrojaron métricas
esencialmente iguales. Respecto a la prediccion de la intensidad ambos modelos
tuvieron un rendimiento regular donde el clasificador fue ligeramente mejor al regresor.
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Y en cuanto a la prediccion de la duracion, el modelo de regresion tuvo una mala
performance, mientras que el modelo clasificador arroj6 resultados mucho mejores. A
su vez, se planted la combinacion del modelo predictivo desarrollado en este trabajo
con modelos utilizados en trabajos anteriores.

Todo este analisis indica que esta propuesta introductoria es perfectible al mejorar las
meétricas que miden la performance de los modelos, sea a través de otros algortimos y/o
la incorporacion de nuevos registros asociados a los ultimos afios calendario.

A su vez, como trabajo a futuro se plantea implementar estrategias de balanceo de datos
para ser utilizados en este modelo y la implementacion de la combinacién de modelos
planteada.
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